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Summary 
 

The aim of the work was to study the classifying possibilities of neural networks in the identification process of the wheat's, 
barley’s and corn’s kernel. Applied separation method depended on recognizing the shape differences of analysed objects. 
In order to identify the shape, and afterwards to encode the obtained empirical data into the training data sets the Johan 
Gielis’s supershape formula was used. This formula permits for projection of any shape with a help of six independent pa-
rameters. 
 
 

MODELOWANIE NEURONOW E WYBRANYCH OBIEKTÓW ROLNICZYCH 
Z WYKORZYSTANIEM SUPERFORMUŁY JOHANA GIELISA 

 

Streszczenie 
 

Celem pracy było badanie moŜliwości klasyfikacyjnych sieci neuronowych w procesie identyfikacji ziarniaków pszenicy, 
jęczmienia oraz kukurydzy. Wykorzystana metoda separacji polegała na rozpoznawaniu róŜnic kształtów analizowanych 
obiektów. W celu identyfikacji kształtu, a następnie zakodowania pozyskanych danych empirycznych do postaci zbiorów 
uczących, wykorzystano tzw. superformułę zaproponowaną przez Johana Gielisa. Formuła ta pozwala na odwzorowanie 
dowolnego kształtu za pomocą sześciu niezaleŜnych parametrów. 
 
 
Wprowadzenie 
 
 Modele neuronowe są bardzo skuteczne m.in. jako na-
rzędzia obliczeniowe do rozwiązywania takich zadań, 
z którymi typowe komputery i typowe programy słabo so-
bie radzą. Dzieje się tak, poniewaŜ przetwarzanie w sie-
ciach neuronowych wykonywane jest w sposób równoległy 
oraz rozproszony. Szybkość pracy modeli neuronowych na 
ogół znacznie przewyŜsza szybkość obliczeń sekwencyj-
nych realizowanych przez klasyczne maszyny cyfrowe, 
pracujące w sposób szeregowy. WaŜną zaletą sieci neuro-
nowych jest moŜliwość wytworzenia modelu badanego za-
gadnienia z pominięciem etapu konstruowania algorytmu 
rozwiązania problemu [1]. Przypomina to sposób funkcjo-
nowania mózgu ludzkiego, którego działanie stanowi inspi-
rację oraz pierwowzór dla modelowania neuronowego. Jed-
nym z obszarów, w których człowiek wykazuje istotną 
przewagę nad komputerem, jest szeroko rozumiana, identy-
fikacja oraz rozpoznawanie [3]. 
 Celem pracy było badanie moŜliwości klasyfikacyjnych 
sieci neuronowych w procesie identyfikacji wybranych 
obiektów rolniczych, na przykładzie klasyfikacji ziarnia-
ków pszenicy, jęczmienia oraz kukurydzy. Proponowana 
metoda klasyfikacyjna polegała na rozpoznawaniu kształ-
tów badanych obiektów występujących w postaci obrazów. 
W celu identyfikacji kształtu ziarniaków wykorzystano tzw. 
superformułę zaproponowaną przez belgijskiego inŜyniera 
Johana Gielisa. Formuła ta pozwala na odwzorowanie do-
wolnego kształtu za pomocą niezaleŜnych parametrów, któ-
re w niniejszej pracy uznano za cechy reprezentatywne, 
słuŜące do budowy zbiorów uczących dla tworzonych mo-
deli neuronowych. 
 
Superformuła Johana Gielisa 
 

 W 1997 roku Johan Gielis, belgijski inŜynier, matema-
tyk oraz specjalista w dziedzinie biotechnologii, opubliko-

wał wzór (stanowiący uogólnienie wzoru superelipsy, który 
sformułował Gabriel Lamé), opisujący dowolny kształt w 
przestrzeni, zarówno dwu jak i trójwymiarowej [6]. Wzór 
ten zyskał miano superformuły, czasem określanej mianem 
superwzoru Gielisa. Dla przypadku dwuwymiarowego, w 
układzie biegunowym, równanie to przybiera następującą 
postać: 
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gdzie: 
r oraz φ   – współrzędne punktu w układzie biegunowym, 

m   – współczynnik symetrii, 
n1, n2, n3  – współczynniki kształtu, 
a, b  – wymiar poziomy i pionowy. 
 
 Przykładowe figury geometryczne 2D dla wybranych 
parametrów m, n1, n2, n3, (przy ustalonych wartościach a 
oraz b) przedstawia rys. 1. 
 Rozwijając własną koncepcję Johan Gielis zapropono-
wał w roku 2003 uogólnioną postać superformuły, opisaną 
następującym wzorem: 
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gdzie: 
 r, θ  – współrzędne punktu w układzie biegunowym, 

 )(θϕ  – dowolna funkcja matematyczna.  
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Rys. 1. Przykładowe obiekty 2D generowane z pomocą su-
performuły 
Fig. 1. Exemplary 2D objects generated by means of super-
shape 
 
 Podobnie jak w formule (1), tutaj równieŜ przypadku 
(2) manipulując powstającym kształtem za pomocą współ-
czynników kształtu n1, n2 i n3, oraz zmieniając zapis funkcji 

)(θϕ moŜna uzyskać dowolnie złoŜone kształty (rys. 2). 

 
Projektowanie oraz implementacja sztucznej sieci neu-
ronowej 
 
 W celu wygenerowania kształtu ziarniaków, a następnie 
identyfikacji właściwych współczynników superformuły, 
wykorzystano generator kształtu w formie apletu JAVA 
(napisany przez Holgera Hoffmanna) i dostępny w postaci 
interaktywnej m.in. pod internetowym adresem: 
http://www.activeart.de/dim-shops/training/SuperShape/ [15]. 

 
 
Rys. 2. Przykładowe figury wytworzone za pomocą super-
formuły (2) 
Fig. 2. Exemplary figures generated by means of super-
shape (2) 
 
 W oparciu o posiadane dane empiryczne w postaci zdjęć 
ziarniaków jęczmienia, kukurydzy oraz pszenicy, wygene-
rowano za pomocą apletu Hoffmana zbiór adekwatnych 
kształtów ziarniaków. Jednocześnie zarejestrowano warto-
ści parametrów a, b, m, n1, n2 oraz n3 opisujących analizo-
wane kształty. Przykładowe zdjęcia ziarniaków oraz ich 
wirtualne postaci wygenerowane w oparciu o superformułę 
Gielisa pokazano na rys. 4, 5 oraz 6. 
 Parametry a, b, m, n1, n2 przyjęto jako cechy reprezenta-
tywne badanych obrazów ziarniaków. Na ich podstawie 
skonstruowano zbiór uczący przeznaczonego do budowy 
modelu neuronowego słuŜącego do klasyfikacji ziarniaków 
pszenicy, Ŝyta oraz kukurydzy. Fragment tego zbioru 
przedstawia rys. 7. 

 

 
 
Rys. 3. Generowanie kształtu za pomocą apletu Holgera Hoffmanna 
Fig. 3. Shape generating with usage of Holger Hoffmann’s apllet 
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Rys. 4. Ziarniak jęczmienia oraz jego wirtualny kształt wy-
generowany za pomocą superformuły 
Fig. 4. The barley’s kernel and its virtual shape generated 
with usage of supershape 
 

 

Rys. 5. Ziarniak pszenicy oraz jego wirtualny kształt wyge-
nerowany za pomocą superformuły 
Fig. 5. The wheat’s kernel and its virtual shape generated 
with usage of supershape 

 
 

Rys. 6. Ziarniak kukurydzy oraz jego wirtualny kształt wygenerowany za pomocą superformuły 
Fig. 6. The corn’s kernel and its virtual shape generated with usage of supershape 
 

 
Rys. 7. Fragment zbioru uczącego 
Fig. 7. Training data set fragment 
 

gdzie: a, b  – wymiar poziomy i pionowy, m – krotność symetrii, 
n1, n2, n3  – współczynniki kształtu, nazwa – nazwa danego gatunku  
(1 – jęczmień, 2 – pszenica, 3 – kukurydza) 

 
 Zbiór uczący składał się z 210 przypadków (na kaŜdą 
odmianę ziarniaka przypadało 70 przypadków uczących). 
Badane przypadki umieszczono w zbiorze uczącym w spo-
sób losowy. Tak przygotowany zbiór danych stanowił pod-
stawę do uczenia tworzonego neuronowego modelu klasy-
fikacyjnego.  
 Do wygenerowania poszukiwanej topologii sieci neuro-
nowej wykorzystano moduł „Sieci neuronowe” zaimple-

mentowany w komercyjnym systemie informatycznym Sta-
tistica v.7.0. [7]. W pierwszym etapie skorzystano z efek-
tywnego narzędzia, jakim jest „Automatyczny projektant 
sieci”. Ze zbioru wygenerowanych dziesięciu najlepszych 
topologii sieci neuronowych wybrano sieć typu MLP (Mul-
tiLayer Perceptron) charakteryzującą się najmniejszym 
błędem średniokwadratowym RMS (Root Mean Square), 
której strukturę przedstawia rys. 8. 
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Rys. 8. Topologia wytworzonej sieci neuronowej typu MLP 
Fig. 8. Topology of developed MLP type neural network 
 
 Następnie sieć została poddana procesowi “douczenia” 
z wykorzystaniem algorytmu gradientów sprzęŜonych (500 
epok) oraz algorytmem Lovenberga-Marquardta (1000 
epok). W efekcie otrzymano efektywny model neuronowy, 
którego jakość zdolności klasyfikacyjnych przedstawia 
rys. 9. 
 W celu określenia wagi znaczenia poszczególnych 
zmiennych wejściowych (a priori  przyjętych cech repre-
zentatywnych), wykonano analizę wraŜliwości wygenero-
wanego modelu neuronowego [7]. W oparciu o zaimple-
mentowany w pakiecie Statistuca v.7.0 moduł „Analiza 
wraŜliwości” wykazano, Ŝe najwyŜsze rangi posiadają 
zmienne wejściowe reprezentujące kształt ziarniaków, tzn. 
współczynniki n1, n2, n3. Oznacza to, Ŝe wytworzony model 
neuronowy jest mało wraŜliwy na zmiany wartości cech a, 

b oraz m, opisujących wymiar oraz orientację przestrzenną 
modelowanych ziarniaków. 

 
Uwagi końcowe 
 
1. Wytworzony model neuronowy spełnia swoją rolę jako 

instrument klasyfikujący ziarniaki pszenicy, jęczmienia 
oraz kukurydzy. 

2. Sztuczna sieć neuronowa typu MLP wykazuje umiejęt-
ność generalizacji wiedzy, bezproblemowo klasyfikując 
przypadki z poza zbioru uczącego. 

3. Superformuła Johana Gielisa jest efektywnym narzę-
dziem, przydatnym w procesie definiowania reprezenta-
tywnych cech klasyfikowanych ziarniaków. Wytworzo-
ny, w oparciu o nią, model neuronowy upraszcza wybór 
tych cech, identyfikując związek pomiędzy danymi wej-
ściowymi (w postaci współczynników kształtu) a sygna-
łem wyjściowym. 

4. Podczas procesu uczenia model neuronowy odrzucił 
składowe równania odpowiadające za opis rozmiaru ba-
danego obiektu oraz jego orientację przestrzenną. Wy-
nika z tego, Ŝe podczas opisywania obiektów za pomocą 
współczynników pozyskanych w oparciu o superformu-
łę, moŜna pominąć proces normalizacji obrazów, co 
przyspiesza generowanie zbiorów danych uczących. 

 

 
 

Rys. 9. Zrzut ekranu pakietu Statistica v.7.0.: „Statystyki opisowe” – klasyfikacja  
Fig. 9. The screenshot of Statistica v.7.0 platform.: “Descriptive statistics” – classification 
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